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基于转录组学数据和堆叠监督自编码器的肺腺癌预后预测研究
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　　［摘要］　目的　基于转录组学数据构建堆叠监督自编码器（ｓｔａｃｋｅｄｓｕｐｅｒｖｉｓｅｄａｕｔｏｅｎｃｏｄｅ，ＳＳＡＥ）
模型，旨在提高肺腺癌（ｌｕｎｇａｄｅｎｏｃａｒｃｉｎｏｍａ，ＬＵＡＤ）预后预测的能力。方法　收集癌症基因组图谱（ｔｈｅ
ＣａｎｃｅｒＧｅｎｏｍｅＡｔｌａｓ，ＴＣＧＡ）数据库的转录组学数据（包含４７５例样本和２５４８１个基因），对ＬＵＡＤ患者
进行生存预后分析和基因差异表达分析，方法包括ＳＳＡＥ、随机生存森林（ｒａｎｄｏｍｓｕｒｖｉｖａｌｆｏｒｅｓｔ，ＲＳＦ）和
ＤｅｅｐＳｕｒｖ，使用一致性指数（ｃｏｎｃｏｒｄａｎｃｅｉｎｄｅｘ，ＣＩ）和 Ｌｏｇｒａｎｋ检验以 Ｐ值评估各方法性能。结果　相
较于ＲＳＦ（ＣＩ＝０．５４，Ｐ＝０．１５）和 ＤｅｅｐＳｕｒｖ（ＣＩ＝０．５５，Ｐ＝０．１０），ＳＳＡＥ获得了更高的一致性指数（ＣＩ＝
０．５８）和更低的Ｌｏｇｒａｎｋ检验Ｐ值（Ｐ＝０．０５）。在生存分析上，高危组和低危组的生存结局有显著差异
（ＨＲ：２．８４１，９５％ＣＩ：１．９０７～４．２３２，Ｌｏｇｒａｎｋ检验 Ｐ＜０．００１）。生信分析选出了 ＩＧＦＢＰ１、ＡＮＸＡ１３、
ＭＵＣ２、ＣＩＤＥＣ、ＮＴＳＲ１、ＤＳＧ３等２１个上调的代表性差异基因。结论　相较于既往研究，利用组学数据
构建的ＳＳＡＥ可有效提高ＬＵＡＤ预后预测的能力。深度学习和组学研究的交叉融合可为癌症相关的诊
断、治疗、预后研究提供新的方案。
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　　目前，肺癌仍然是全球癌症死亡的主要原因［１］。

肺癌患者中约 ８５％为非小细胞癌（ｎｏｎｓｍａｌｌｃｅｌｌｌｕｎｇ
ｃａｒｃｉｎｏｍａ，ＮＳＣＬＣ），其中最常见的组织型是肺腺癌
（ｌｕｎｇａｄｅｎｏｃａｒｃｉｎｏｍａ，ＬＵＡＤ）［２－４］。ＬＵＡＤ患者的五年
总生存率仅为 １５％，多数患者首诊即为晚期。此外，
既往多数分子亚型的研究中并未考虑生存状况，而生

存率的特异性往往对分子亚型有较大影响，在疾病进

展、治疗反应等方面尚存在一定差异［５］。因此，ＬＵＡＤ
的预后预测和亚型分类研究对生存率、生活质量的提

升较为关键。

　　在既往研究中，对癌症的预后预测分析多使用临
床数据［６－８］，存在样本不均衡、样本量小等问题，进而

影响癌症预后预测的精确度。伴随新一代高通量测序

技术的发展，海量组学信息为癌症患者的预后情况提

供了精确预测的基础，有利于为患者提供个性化治

疗［９－１０］。但组学数据存在高维度、高噪音和稀疏性的

特点，特征提取和降维对于组学数据的分析至关重要。

针对日益增长的高通量转录组学数据，机器学习、深度

学习等人工智能方法的作用则逐步被应用和推广。目

前，随机生存森林（ｒａｎｄｏｍｓｕｒｖｉｖａｌｆｏｒｅｓｔ，ＲＳＦ）［１１］、
ＣｏｘＢｏｏｓｔ［１２］、Ｃｏｘｎｎｅｔ［１３］、ＤｅｅｐＳｕｒｖ［１４］等模型已被用于
癌症的生存预后预测领域。但当前多数模型仅限于生

存分析、无法执行亚型分型，且对于高维组学信息的处

理能力有限。

　　自编码器（ａｕｔｏｅｎｃｏｄｅｒ，ＡＥ）是一种新型深度学习
方法，可重构数据以生成新的特征，进而达到对高维特

征进行降维的效果［１５］。因此，本文拟在 ＡＥ的基础

上，构建一种包含特征降维、亚型分型和生存分析等功

能的深度学习模型，旨在高效、准确地完成预后预测。

　　本文收集来源于癌症基因组图谱（ｔｈｅＣａｎｃｅｒ
ＧｅｎｏｍｅＡｔｌａｓ，ＴＣＧＡ）数据库的转录组学数据，使用基
于堆叠、监督的深度学习方法执行 ＬＵＡＤ患者的预后
预测分析，旨在从高通量、高维度的组学数据中获得和

生存相关的关键特征基因，进而准确、全面地预测患者

预后情况。

１　材料与方法

１．１　数据收集和预处理
　　数据来源于 ＴＣＧＡ。从肺癌数据库（ＴＣＧＡＬＵＡＤ
ｄａｔａｂａｓｅ）中下载转录组学数据和临床数据，包含生存
时间和生存状态；共收集５５５例样本，６０６６０个基因。
本文数据和方法的技术路线如图１所示。
　　纳入和排除标准：纳入非阴性生存价值和组织学
诊断为ＬＵＡＤ的样本；剔除数据中缺失值超过２０％的
特征、生存状态为存活但生存时间为零的样本。最终

纳入临床数据４７５例样本（２５４８１个基因），其中存活
３５３例，死亡１２２例。
　　使用归一化规范数据，将所有组学数据均按比例
被缩放入［０，１］区间，旨在消除因不同特征数据之间
的测量数值大小差异产生的噪音。

１．２　预测模型构建
１．２．１　堆叠监督自编码器模型　　在 ＡＥ中，逐层无
监督的训练可达到良好的特征提取结果，但其提取的

特征往往缺乏针对性，进而引发精确度降低和稳定性

数据 方法 结果
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图１　全文技术路线图
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不足等一系列问题［１５］。作为深度学习领域一种有效

的降维方式，栈式自编码器（ｓｔａｃｋｅｄａｕｔｏｅｎｃｏｄｅｒ，ＳＡＥ）
是一类由多个自编码器堆叠起来的有分层结构的深层

神经网络。相较于 ＡＥ，ＳＡＥ通过多次降维寻优训练，
在其隐藏层拥有更好的特征压缩和提取效果。

　　基于Ｃｏｘ回归网络的自编码器（ａｕｔｏｅｎｃｏｄｅｒｗｉｔｈ
ｃｏｘｒｅｇｒｅｓｓｉｏｎｎｅｔｗｏｒｋ，ＡＥＣＯＸ）和监督自编码器可为
改良 ＳＡＥ提供思路［１６－１７］。因此，本研究将 ＳＡＥ和
ＣｏｘＰＨ模型联合用于生存预测领域，提出一种利用
ＣｏｘＰＨ回归网络以执行有监督训练的自编码器，即堆
叠监督自编码器 （ｓｔａｃｋｅｄｓｕｐｅｒｖｉｓｅｄａｕｔｏｅｎｃｏｄｅｒ，
ＳＳＡＥ）。在解码的同时，自编码器的隐藏层 ｈ通过
ＣｏｘＰＨ回归网络进行预测并回传参与权重更新。在
以逐层堆叠的方式提取包含目标变量信息特征的同

时，ＳＳＡＥ还可进行生存分析。ＳＳＡＥ模型的结构如图
２所示。

图２　ＳＳＡＥ的结构

　　网络的超参数包括网络的深度、大小、学习率、超
参数λ１、超参数λ２。使用Ｐｙｔｈｏｎ包Ｏｐｔｕｎｉｔｙ运行随机
超参数优化搜索。从预定义的范围内，使用 Ｓｏｂｏｌ求
解器对每个超参数进行采样。利用训练集和验证集寻

找最优超参数，以验证集的一致性指数（ｃｏｎｃｏｒｄａｎｃｅ
ｉｎｄｅｘ，ＣＩ）最大的设置为超参数确定标准。
１．２．２　对比模型　　对比模型包含ＲＳＦ和ＤｅｅｐＳｕｒｖ，均
采用与ＳＳＡＥ相同的超参数寻优策略。
　　ＲＳＦ模型由多个独立的决策树（ｄｅｃｉｓｉｏｎｔｒｅｅ，

ＤＴ）组成，各决策树随机接受一个样本的子集，并在树
中的各个分支点随机选择一个变量子集进行预测。

　　在ＤｅｅｐＳｕｒｖ模型中，将Ｃｏｘ回归模型连接在由多
个全连接层和舍弃层组成的神经网络的末端，进而执

行生存预后预测。

１．３　评价指标
　　为评估方法的性能，我们对数据进行了１０次重采
样。在各次重采样的迭代中，我们在随机选择的８０％
训练集上训练模型，并在２０％的测试集上评估性能。
　　利用 ＣＩ和 Ｌｏｇｒａｎｋ检验 Ｐ值评估模型性
能［１８－１９］。ＣＩ被广泛用于评估生存预后模型，其取值范
围为０～１。ＣＩ值越高表明模型的预测能力越强。
　　依据模型输出的预后指数（ｐｒｏｇｎｏｓｔｉｃｉｎｄｅｘ，ＰＩ）
中值对风险比进行二分类，并在高危组和低危组之间

进行Ｌｏｇｒａｎｋ检验，进而获得Ｐ值，Ｐ值越低代表对高
危组和低危组的区分能力越强。

１．４　模型训练和统计学分析
　　基于 Ｐｙｔｈｏｎ３．７平台和ＰｙＴｏｒｃｈ１．７．１框架构建
和训练模型，采用 Ｒ４．２．０和 ＳＰＳＳ２５．０完成生信分
析和生存分析。

　　在生信分析中，使用Ｒ包“ＤＥＳｅｑ２”对转录组学数
据集进行差异分析，其中差异基因的筛选阈值为

｜ｌｏｇ２ＦＣ｜＞２且Ｐ＜０．０５。在生信分析中，使用火山图
和热图进行可视化展示，旨在直观了解差异基因的整

体分布。

２　结果

２．１　预后预测性能比较
　　为评估模型在ＬＵＡＤ转录组学数据集上的预测能
力，将ＳＳＡＥ模型与ＲＳＦ和 ＤｅｅｐＳｕｒｖ两种模型进行对
比研究。在测试集上，ＳＳＡＥ模型的 ＣＩ（中位值０．５８）
显著高于 ＲＳＦ模型（中位值 ０．５４）和 ＤｅｅｐＳｕｒｖ模型
（中位值０．５５），如图３所示。
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图４　各模型预测性能的比较Ｐ值

　　利用各模型预测 ＰＩ值的中位数对生存风险进行
二分类，并利用 Ｌｏｇｒａｎｋ检验 Ｐ值评估高风险组、低
风险组ＫａｐｌａｎＭｅｉｅｒ生存曲线间的生存差异。在测试
数据集中，ＳＳＡＥ模型的 Ｐ值（０．０５）明显低于 Ｄｅｅｐ
Ｓｕｒｖ（Ｐ＝０．１０）和ＲＳＦ（Ｐ＝０．１５），如图４所示。
２．２　生存分析
　　为进一步验证分子亚型对生存结局的影响，利用
本文纳入的全部数据集进行生存分析，单因素分析结

果表明：相较于低风险亚型（ｎ＝２３８），高风险亚型（ｎ＝
２３７）的预后更差，差异有统计学意义 （ＨＲ：２．８３３，
９５％ＣＩ：１．８２～４．４１，Ｌｏｇｒａｎｋ检验Ｐ＜０．００１）。
　　为排除混杂因素造成的影响，将年龄、性别、病理
分期及亚型分组纳入ＣＯＸ回归模型，多因素分析结果
表明：病理分期（ＨＲ、９５％ＣＩ和Ｐ值见表１）、风险亚型
（ＨＲ：２．８４１，９５％ＣＩ：１．９０７～４．２３２，Ｌｏｇｒａｎｋ检验 Ｐ＜
０．００１）对生存结局的影响有统计学意义。
　　单因素和多因素生存分析一致表明，风险亚型对
生存结局影响差异有统计学意义，详见图５、表１。
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图５　ＫａｐｌａｎＭｅｉｅｒ单因素生存分析

２．３　生信分析
　　在生信分析中，使用本文纳入的全部数据集（Ｐ＜
０．００１）进行基因差异表达分析，选出差异基因４０个（包
含上调２１个、下调１９个）。在上调基因中进行排序和

筛选，结果提示 ＩＧＦＢＰ１、ＡＮＸＡ１３、ＭＵＣ２、ＣＩＤＥＣ、
ＮＴＳＲ１、ＤＳＧ３为代表性上调基因，这些基因和相应Ｐ值
如表２所示。这些代表性上调基因是影响ＬＵＡＤ患者
预后的关键靶点，并在既往研究中得到了证实［２０－２５］，

可为后续诊治决策提供依据。

表１　多因素Ｃｏｘ回归分析

变量
样本

（ｎ＝４７５）
ＨＲ ９５％ＣＩ Ｐ

年龄 ４７５ １．０１８ ０．９９９～１．０３７ ０．０６３

性别

　男 ２５６

　女 ２１９ ０．８２２ ０．５７１～１．１８７ ０．２９３

病理分期

　Ⅰ ２５４

　Ⅱ １１８ ２．１６０ １．３５６～３．４４１ ０．００１

　Ⅲ ７８ ３．９３２ ２．４６４～６．２７５ ＜０．００１

　Ⅳ ２５ ３．８０９ １．９２６～７．５３５ ＜０．００１

风险亚型

　低风险 ２３８

　高风险 ２３７ ２．８４１ １．９０７～４．２３２ ＜０．００１

表２　代表性上调基因名称

基因 Ｐ

ＩＧＦＢＰ１ ４．０１Ｅ２５

ＡＮＸＡ１３ １．１９Ｅ１９

ＭＵＣ２ ７．７２Ｅ１９

ＣＩＤＥＣ ９．５１Ｅ１９

ＮＴＳＲ１ １．０９Ｅ１８

ＤＳＧ３ ９．１５Ｅ１８

　　为从整体上了解差异基因的分布，对 ＳＳＡＥ方法
获得的基因构建火山图和热图，对差异基因分布进行

了整体展示，如图６所示。
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图６　生信分析

３　讨论

　　相较于以临床指标数据为基础的探索研究［６－８］，

基于大数据的基因组、转录组、蛋白组、代谢组等组学

研究有利于全面揭示疾病特异性细胞群体的表型和功

能，识别癌症诊断的生物标志物和新的可治疗靶点。

基于组学数据的预后预测对癌症临床诊治的规划意义

较大，已成为当下研究的热点问题。既往关于 ＬＵＡＤ
预后预测研究较多，但亚型分类的研究较少、且方法较

为单一。联合深度学习方法和组学数据以预测癌症预

后有广阔的研究前景。

　　目前，深度学习方法在 ＬＵＡＤ的辅助诊治中的应
用较少，且多集中于癌症标志物的筛选和亚型分类领

域，预后预测的相关研究较为缺乏。ＧＵ等［２６］利用堆

叠去噪自编码器（ｓｔａｃｋｅｄｄｅｎｏｉｓｅａｕｔｏｅｎｃｏｄｅｒ，ＳＤＡ）对
ＬＵＡＤ进行亚型分类，并区分为两种亚型（Ｐ＝１．００Ｅ０２）。
ＬＩ等［２７］选择随机森林、单变量Ｃｏｘ回归等方法评估各
个生存相关基因的预后相关性，进而将 ＬＵＡＤ区分为
高风险组和低风险组。ＺＨＡＯ等［２８］利用机器学习方

法计算出 ＬＵＡＤ的 ｍＲＮＡ干性指数（ｍＲＮＡｓｉ），并通
过加权相关网络分析确定与预后密切相关的关键基

因。相较于既往研究，本文模型不仅可检测潜在生物

标志物、执行亚型分类，而且在预后预测中有较大的应

用潜力。

　　在现有研究基础上，本文提出了使用高通量、高维
度数据预测癌症患者预后生存情况的ＳＳＡＥ，此模型是
自编码器［２９］和ＣｏｘＰＨ模型［３０］的结合和延伸。ＡＥ的
优势在于重构原始数据以消除噪声，高效提取有用特

征，更适用于基因表达数据的降维。在传统的无监督

ＡＥ中添加Ｃｏｘ回归预测可做到有监督地压缩高维度
特征，使特征包含更丰富的生存相关的信息和更低的

噪音信息。此外，ＳＳＡＥ模型的栈式结构有利于让前一
个自编码器的隐藏层进入下一个自编码器，进而展开

更深度的特征压缩和提取。这一方面有利于充分地运

用自编码器的特征压缩能力，另一方面可提升模型的

预后预测能力。相较于 ＲＳＦ、ＤｅｅｐＳｕｒｖ等既往经典方
法，ＳＳＡＥ模型展示出了更好的预后预测能力，在深度
神经网络应用于生存分析方面进行了新的拓展。随着

更多大规模的研究，ＳＳＡＥ的提出可补充和丰富生存分
析的方法学研究，在高通量组学预后预测领域发挥更

多优势。

　　生信分析不仅有利于揭示影响ＬＵＡＤ预后结局的
潜在生物标志物，而且可验证 ＳＳＡＥ模型在生存预测
领域的优异性能。ＩＧＦＢＰ１在高风险地区人群中过
度表达，提示其可能与 ＬＵＡＤ患者的肿瘤学过程有
关［２０］。在 ＬＵＡＤ细胞系（Ｃａｌｕ３、ＬＴＥＰａ２和 ＮＣＩ
Ｈ１３９５）中，ＡＮＸＡ１３的表达高于正常肺细胞系
ＢＥＡＳ２Ｂ。ＡＮＸＡ１３的缺乏可抑制Ｃａｌｕ３细胞的增殖、
侵袭和迁移，ＡＮＸＡ１３的过表达可增强 ＮＣＩＨ１３９５细
胞的增殖、侵袭和迁移，这提示ＡＮＸＡ１３作为ＬＵＡＤ治
疗靶点的可能性［２１］。ＭＵＣ２主要富集于免疫反应和
癌症相关信号通路中，提示 ＭＵＣ２与 ＬＵＡＤ患者预后
相关［２２］。ＡＲＦｌｉｋｅＧＴＰａｓｅ１４通过 ＣＩＤＥＣ／ＥＲＫ／ｐ３８
信号通路在 ＬＵＡＤ的发病机制中发挥重要作用［２３］。

ＮＴＳＲ１在ＴＣＧＡＬＵＡＤ肿瘤组织中被鉴定为上调，过
表达的ＮＴＳＲ１与ＬＵＡＤ患者生存率低有关［２４］。ＤＥＧ３
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和ＫＲＴ１４可干扰细胞凋亡途径，被视为区分 ＬＵＡＤ和
ＬＵＳＣ的关键基因。研究表明，ＤＳＧ３和ＫＲＴ１４可作为
ＮＳＣＬＣ患者的诊断标志物［２５］。本文方法可精准发现

关键基因，为后续癌症机制的研究、治疗靶点的选择奠

定基础，具有重要的临床意义。

　　当然，本研究仍存在一定不足，需在后续研究中进
行改进。多组学数据的纳入可为预测提供更多信息，

进而有效提升ＣＩ等预测指标。此外，本研究的样本量
相对有限。在未来研究中，有待于纳入更多来源、更多

疾病的数据集，开展多组学、大样本量验证研究，继续

提升并优化模型的有效性和泛化性。

　　综上所述，本文基于堆叠、监督的理念构建了
ＳＳＡＥ模型，在ＬＵＡＤ预后预测分析中的性能优于传统
方法，具有较强的竞争力。ＬＵＡＤ潜在亚型的区分有
助于为患者提供个性化的治疗，进而为临床诊治提供

决策支持，具有极大的应用价值和推广前景。
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１２８５６３２．

［２５］ＤＯＮＧＹ，ＬＩＳ，ＳＵＮＸ，ｅｔａｌ．Ｄｅｓｍｏｇｌｅｉｎ３ａｎｄｋｅｒａｔｉｎ１４
ｆｏｒｄｉｓｔｉｎｇｕｉｓｈｉｎｇｂｅｔｗｅｅｎｌｕｎｇａｄｅｎｏｃａｒｃｉｎｏｍａａｎｄｌｕｎｇ
ｓｑｕａｍｏｕｓｃｅｌｌｃａｒｃｉｎｏｍａ［Ｊ］．ＯｎｃｏＴａｒｇｅｔｓＴｈｅｒ，２０２０，
Ｖｏｌｕｍｅ１３：１１１１１－１１１２４．ＤＯＩ：１０．２１４７／ＯＴＴ．Ｓ２７０３９８．

［２６］ＧＵＴ，ＺＨＡＯＸ．Ｉｎｔｅｇｒａｔｉｎｇｍｕｌｔｉｐｌａｔｆｏｒｍｇｅｎｏｍｉｃｄａｔａｓｅｔｓ
ｆｏｒｋｉｄｎｅｙｒｅｎａｌｃｌｅａｒｃｅｌｌｃａｒｃｉｎｏｍａｓｕｂｔｙｐｉｎｇｕｓｉｎｇｓｔａｃｋｅｄ
ｄｅｎｏｉｓｉｎｇａｕｔｏｅｎｃｏｄｅｒｓ［Ｊ］．ＳｃｉＲｅｐ，２０１９，９（１）：１６６６８．
ＤＯＩ：１０．１０３８／ｓ４１５９８０１９５３０４８ｘ．

［２７］ＬＩＹ，ＧＥＤ，ＧＵＪ，ｅｔａｌ．Ａｌａｒｇｅｃｏｈｏｒｔｓｔｕｄｙｉｄｅｎｔｉｆｙｉｎｇａ
ｎｏｖｅｌｐｒｏｇｎｏｓｉｓｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌｆｏｒｌｕｎｇａｄｅｎｏｃａｒｃｉｎｏｍａ
ｔｈｒｏｕｇｈｍａｃｈｉｎｅｌｅａｒｎｉｎｇｓｔｒａｔｅｇｉｅｓ［Ｊ］．ＢＭＣ Ｃａｎｃｅｒ，
２０１９，１９（１）：８８６．ＤＯＩ：１０．１１８６／ｓ１２８８５０１９６１０１７．

［２８］ＺＨＡＯＭ，ＣＨＥＮＺ，ＺＨＥＮＧＹ，ｅｔａｌ．Ｉｄｅｎｔｉｆｉｃａｔｉｏｎｏｆ
ｃａｎｃｅｒｓｔｅｍｃｅｌｌｒｅｌａｔｅｄｂｉｏｍａｒｋｅｒｓｉｎｌｕｎｇａｄｅｎｏｃａｒｃｉｎｏｍａ
ｂｙｓｔｅｍｎｅｓｓｉｎｄｅｘａｎｄｗｅｉｇｈｔｅｄｃｏｒｒｅｌａｔｉｏｎｎｅｔｗｏｒｋａｎａｌｙｓｉｓ
［Ｊ］．ＪＣａｎｃｅｒＲｅｓＣｌｉｎＯｎｃｏｌ，２０２０，１４６（６）：１４６３－

１４７２．ＤＯＩ：１０．１００７／ｓ００４３２０２００３１９４ｘ．
［２９］ＨＩＮＴＯＮＧＥ，ＳＡＬＡＫＨＵＴＤＩＮＯＶＲＲ．Ｒｅｄｕｃｉｎｇｔｈｅｄｉ

ｍｅｎｓｉｏｎａｌｉｔｙｏｆｄａｔａｗｉｔｈｎｅｕｒａｌｎｅｔｗｏｒｋｓ［Ｊ］．Ｓｃｉｅｎｃｅ，
２００６，３１３（５７８６）：５０４５０７．ＤＯＩ：１０．１１２６／ｓｃｉｅｎｃｅ．
１１２７６４７．

［３０］ＬＩＵＱ，ＨＵＰ．Ａｓｓｏｃｉａｔｉｏｎａｎａｌｙｓｉｓｏｆｄｅｅｐｇｅｎｏｍｉｃｆｅａｔｕｒｅｓ
ｅｘｔｒａｃｔｅｄｂｙｄｅｎｏｉｓｉｎｇａｕｔｏｅｎｃｏｄｅｒｓｉｎｂｒｅａｓｔｃａｎｃｅｒ［Ｊ］．
Ｃａｎｃｅｒｓ，２０１９，１１（４）：４９４．ＤＯＩ：１０．３３９０／ｃａｎｃ
ｅｒｓ１１０４０４９４．

（收稿：２０２２１２０４；修回：２０２３０１０５）

（编辑　邓强庭）
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